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Sommario

L'Intelligenza Artificiale (IA) sta acquisendo crescente rilevanza nell’ambito della diagnosi del macchinario
rotante, grazie alla sua capacita di correlare con accuratezza i parametri diagnostici con lo stato di salute. Tuttavia,
gli approcci di IA richiedono una quantita considerevole di dati di addestramento, che risultano difficilmente
reperibili per macchinari industriali con danni o difetti. Questo studio propone una IA generativa basata su una
Rete Generativa Avversaria (GAN) con funzione di perdita a consistenza ciclica (cycleGAN) per generare dati
sintetici sostitutivi. Il modello ¢ addestrato per convertire immagini wavelet di segnali vibrazionali simulati in dati
reali relativi a macchinari operanti con cuscinetti danneggiati. L utilizzo della Maximum Mean Discrepancy
(MMD) evidenzia una notevole similitudine tra dati sintetici e reali. I dati sintetici si dimostrano efficaci per
allenare algoritmi di diagnosi mediante Transfer Learning (TL) su Reti Neurali Convoluzionali (CNNs). Lo studio
¢ validato attraverso un banco prova per cuscinetti industriali disponibile presso il Dipartimento di Ingegneria
Meccanica e Aerospaziale del Politecnico di Torino.

Abstract

The subject of rotating machinery diagnostics is witnessing a growing significance of Artificial Intelligence (AI)
as it demonstrates a remarkable capability to establish correlations between diagnostic parameters and the overall
health condition. Nevertheless, the use of Al methodologies necessitates a substantial amount of training data,
posing challenges in acquiring such data for damaged industrial machineries. This research presents a novel
approach for generating synthetic data using Cycle-Consistent Generative Adversarial Networks (cycleGANS).
The proposed model is designed to transform wavelet-based images of simulated vibration signals into real data
obtained from machines exhibiting bearing faults. The Maximum Mean Discrepancy (MMD) demonstrates a
noteworthy resemblance between synthetic and real data. Synthetic data result effective for training Convolutional
Neural Networks (CNNs) by means of Transfer Learning (TL). The research is conducted using the test rig for
industrial bearing located at the Mechanical and Aerospace Engineering Department of Politecnico di Torino.

Parole chiave: meccatronica strutturale, progettazione dinamica dei rotori, intelligenza artificiale,
cuscinetti volventi, monitoraggio, diagnosi, reti generative avversarie, reti neurali convoluzionali,
Transfer Learning.

1. INTRODUZIONE

Oggigiorno I’Intelligenza Artificiale (IA) riveste un ruolo primario nella diagnosi del macchinario
rotante [1]-[4]. L’interesse verso gli approcci di Machine Learning (ML) e Deep Learning (DL) puo
essere attribuito al potenziale di tali algoritmi di acquisire conoscenza in modo altamente automatizzato,
stabilendo connessioni significative tra variabili di ingresso, spesso derivate dai segnali di monitoraggio
[5], e gli output diagnostici. L’accuratezza raggiungibile attraverso tali metodologie rende I’IA uno
strumento prezioso per gli obiettivi di manutenzione predittiva. In questo scenario, il coinvolgimento e
le conoscenze degli operatori sono ridimensionati, in quanto dipendenti dalle informazioni acquisite da
algoritmi intelligenti mediante i dati di addestramento. Tale approccio manutentivo ¢ spesso associato
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con la diagnosi dei cuscinetti volventi [6]—[8], essendo componenti meccanici in grado di accentrare
informazioni relative a tutto il macchinario ¢ alle sue prestazioni complessive [9]-[11].

Nell’ultimo decennio, sono stati adottati diversi approcci per la diagnosi intelligente del macchinario
rotante. Nell’ambito delle metodologie ML, le caratteristiche diagnostiche sono estratte manualmente e
trattate mediante algoritmi di apprendimento automatico come il Support Vector Machine (SVM) [12]-
[14] e il k-Nearest Neighbors (kNN) [15]-[17]. I1 DL si distingue invece per le sue capacita di estrazione
automatica delle caratteristiche di diagnosi e I’apprendimento gerarchico delle stesse [18]. Il DL ¢ stato
applicato principalmente mediante le Reti Neurali Convoluzionali (CNNs) [19]-[21]. In genere,
nell’ambito della diagnosi delle macchine rotanti, i dati sono trasformati in forma di immagini a partire
da segnali accelerometrici, come nel caso di spettrogrammi e trasformate wavelet continue (CWT) [22].
Ciononostante, 1’efficacia delle tecniche ML e DL ¢ subordinata alla presenza di un numero adeguato
di dati di allenamento [23,24] che siano rappresentativi delle possibili condizioni operative della
macchina e delle potenziali difettosita della stessa. Nella pratica industriale, pero, i dati non sono sempre
reperibili in quantita sufficiente e i dataset pubblici attualmente esistenti [25]—[28] non sono in grado di
rappresentare una distribuzione generica e significativa di possibili danneggiamenti. Per questo motivo,
una porzione consistente della letteratura scientifica del settore si concentra sull’applicazione di
metodologie volte a ridurre la numerosita dei dati di addestramento. In quest’ambito, le tecniche di
Transfer Learning (TL) [3,29] sono utilizzate per trasferire la conoscenza pre-acquisita da modelli di TA
a differenti scenari diagnostici, ridimensionando la richiesta di dati di addestramento.

Nell’ambito dell’apprendimento automatico, il TL rappresenta una metodologia in cui un modello viene
inizialmente addestrato su un vasto insieme di dati e successivamente impiegato come base pre-
addestrata per affrontare compiti analoghi o con affinita, richiedendo minori quantita di dati e tempo di
addestramento rispetto all’allenamento ex-novo. In letteratura sono riportati esempi di trasferimento
delle capacita di diagnosi verso nuove condizioni operative dello stesso macchinario [30,31] e verso
differenti macchinari [32]. Diverse metodologie sono inoltre presenti per reimpiegare modelli pre-
allenati per il riconoscimento di immagini [33] e suoni [34]-[36] nella diagnosi del macchinario rotante.
Le reti generative [37,38], invece, sono applicate nella diagnosi [39]-[41] per sviluppare modelli
generativi in grado di produrre dati sintetici simili a quelli rilevati dai macchinari in funzione. I dati
generati artificialmente vengono impiegati per ampliare il dataset di addestramento, permettendo al
modello di apprendere una rappresentazione piu completa delle condizioni operative. I dati sintetici
risultano applicabili efficacemente per la diagnosi di sistemi rotanti. Inoltre, le reti generative possono
simulare diverse condizioni di guasto o situazioni anomale, fornendo al modello una gamma pit ampia
di informazioni su possibili scenari di malfunzionamento.

Il presente lavoro si propone di generare dati sintetici che possano essere impiegati per ampliare o
sostituire 1 dati di danneggiamento necessari per 1’addestramento di algoritmi di IA per la diagnosi di
cuscinetti volventi. Diversamente dalla letteratura preesistente, il lavoro si propone di generare dati
sintetici anche per condizioni operative per le quali il modello generativo non sia stato esplicitamente
istruito. A tale scopo, ¢ stata implementata una Rete Generativa Avversaria (GAN) con funzione di
perdita a consistenza ciclica (cycleGAN). La rete ¢ stata allenata per convertire immagini CWT di segnali
vibrazionali simulati in segnali reali ¢ successivamente utilizzata per generare dati sintetici. Questi
ultimi sono stati impiegati per allenare modelli di diagnosi mediante la tecnica del TL. I risultati sono
stati validati mediante 1’attivita sperimentale condotta sul banco prova cuscinetti industriali disponibile
presso il laboratorio del Dipartimento di Ingegneria Meccanica e Aerospaziale del Politecnico di Torino
[42].

2. INTELLIGENZA ARTIFICIALE GENERATIVA E DIAGNOSI DI MACCHINE ROTANTI

Le implementazioni pratiche della IA generativa per la diagnosi dei sistemi rotanti si realizzano
principalmente attraverso ’impiego diffuso delle Reti Generative Avversarie (GANs), inizialmente
proposte nel 2014 da Goodfellow et al. [38] nell’ambito dell’IA generativa. Le GANs sono costituite da
due strutture convoluzionali che competono in un gioco a “somma zero” [43,44]. Un esempio di GAN
¢ mostrato in Fig. 1. Nello specifico, il generatore G tenta di produrre immagini replicando una certa
distribuzione Y di immagini, a partire dal rumore bianco X. Il discriminatore D consiste in una CNN che
agisce da classificatore binario per distinguere quali immagini siano reali e quali fittizie, ovvero prodotte
dal generatore mediante la trasformazione X — G (X).
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Figura 1. Esempio di Rete Generativa Avversaria (GAN).

L’interazione competitiva fra le due strutture convoluzionali ¢ matematicamente rappresentata dalla
funzione obiettivo L4y riportata nell’Eq. (1), dove E[-] ¢ I’operatore valore atteso, y ¢ un generico dato
appartenente al dominio Y con distribuzione di probabilita p,, x ¢ un generico dato appartenente al
dominio X con distribuzione di probabilita p,, G(-) ¢ "output del generatore e Dy (-) ¢ 1’output del
discriminatore, ovvero la probabilita che I’immagine data in input a quest’ultimo sia reale. Dal punto di
vista del discriminatore ¢ conveniente massimizzare la funzione L4y, mentre per il generatore ¢
opportuno minimizzarla. Tale dicotomia da luogo a un gioco a somma zero. L’allenamento della GAN
si concretizza nella ricerca di un equilibrio di Nash [43], [44] tra generatore e discriminatore (Eq. (2)).

Lean = Ey-p [log Dy ()] + Exp, [log (1 = Dy (G (x))] (1)
mGin max Lean 2)

Le reti generative cycleGANs sono state introdotte nel 2017 da Zhu et al. [45] e rappresentano
un’evoluzione delle reti GANs. Le cycleGANs sono costituite da due generatori G ¢ F e due
discriminatori Dy e Dy (Fig. 2) collegati matematicamente dalla funzione di perdita a consistenza ciclica
riportata nell’Eq. (3). La funzione obiettivo globale ¢ riportata invece nell’Eq. (4), dove A ¢ il peso
assegnato alla funzione L.

a e
Dx Dy /\\F/' \ﬁ,/\

G
7N
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\_/ cycle-consistency | \ > (‘ ‘.\ 3 loss
F loss : O] __/.
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Figura 2. Schema del funzionamento di una cycleGAN [45].

Lcyc = ]Ex~px [”F(G(x)) - x”l] + ]EJ/~py [”G(F(y)) - y”1] )

Ltot = LGAN(x -y) + LGAN(y -x) + ALcyc (4)
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La funzione Ly, permette di stabilire una corrispondenza biunivoca tra due domini di immagini X e Y,
anche quando le coppie di dati di allenamento {x;, y;} non hanno il proprio corrispettivo esatto nel
domino accoppiato. Difatti, la funzione L, dell’Eq. (3) vincola il modello a ritornare alla medesima
immagine x dopo aver effettuato la trasformazione x = G(x) = F(G(x)) = x. Tale implementazione
rende non necessaria la presenza di un’immagine di training y; che sia perfettamente accoppiata con x;.
La Fig. 3 mostra alcuni esempi di applicazione di cycleGANSs relativi alla conversione di immagini tra
due differenti domini.

Monet T Photos Summer T Winter

Zebras {_ Horses

horse —» zebra

Cezanne

Phtograph Monet Van Gogh

Figura 3. Esempi di traslazione di immagini da un dominio X ad un dominio Y [45].

La metodologia di produzione dei dati sintetici presentata in questo studio sfrutta la tecnologia sottesa
alle reti cycleGANs al fine di convertire immagini della trasformata CWT di segnali vibrazionali
simulati nel loro corrispettivo reale. Gli esempi riportati in Fig. 3 dimostrano le capacita delle
cycleGANS di tradurre I’immagine di un dipinto in una foto oppure un paesaggio estivo in un paesaggio
invernale. Questo studio impiega un’architettura cycleGAN per traslare il risultato di un modello di
simulazione nel suo corrispettivo reale (Fig. 4). In questo lavoro, si ipotizza altresi che la proprieta di
consistenza ciclica possa essere utilizzata per generare dati relativi a condizioni operative del
macchinario rotante per il quale il modello di conversione cycleGAN non sia stato esplicitamente
addestrato.

What if X data (paintings) were Y data (photos)? What if simulations of bearing signals were real signals?

Monet <_ Photos Zebras  Horses

ET ¥ N
IV

horse —» zebra

photo —>Monet

Figura 4. Applicazione di A generativa cycleGAN per la diagnosi di sistemi rotanti.
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3. METODOLOGIA DI PRODUZIONE DEI DATI SINTETICI

La procedura per la generazione dei dati sintetici illustrata in questo paragrafo coinvolge la realizzazione
di una campagna sperimentale volta a estrarre segnali vibrazionali da cuscinetti di dimensioni medie,
sia in condizioni di salute sia di danneggiamento. In seguito, si procede con la simulazione analitica del
comportamento vibrazionale. I segnali ottenuti da entrambe queste fonti vengono elaborati per renderli
idonei all’addestramento di un sistema di IA generativa. Quest’ultima viene istruita a convertire i
risultati ottenuti da un modello di simulazione in dati che presentano una somiglianza molto marcata
con quelli osservabili in una situazione sperimentale reale. Il modello generativo addestrato in questa
modalita ha la capacita di generare dati che possono fungere da sostituti per quelli derivanti
dall’esperimento, risultando utili per I’addestramento di modelli diagnostici.

3.1. Attivita sperimentale su banco prova per cuscinetti industriali

L’attivita sperimentale ¢ relativa al banco prova per cuscinetti industriali di media taglia disponibile
presso il laboratorio del Dipartimento di Ingegneria Meccanica e Aerospaziale del Politecnico di Torino
[36,42]. 1l banco prova, mostrato in Fig. 5(a), ¢ in grado di ospitare fino a 4 cuscinetti con diametro
esterno compreso tra 280 mm e 420 mm. Il motore trifase da 30 kW alimenta il moto dell’albero
principale mediante un giunto elastico PERIFLEX®. I carichi radiali e assiali sono forniti in maniera
indipendente fino a 200 kN attraverso attuatori idraulici agenti sugli adattatori che ospitano i cuscinetti
in prova (Fig. 5(b)). Gli attuatori idraulici sono attivati da pompe di conversione aria-olio connesse al
sistema pneumatico disponibile in laboratorio. I cuscinetti in prova sono lubrificati mediante un sistema
di ricircolo esterno con olio ISO VG150 iniettato con una portata di 2.5 I/min a una pressione di 6 bar.
L’architettura del banco ¢ racchiusa nella “self-contained box”. Tale configurazione permette di
bilanciare i carichi di prova mediante la deformazione elastica della box, esaurendo il circuito di carico
all’interno della stessa. Uno dei vantaggi di questa configurazione ¢ rappresentato dalla possibilita di
gestire carichi di considerevole entita senza ricorrere a cuscinetti di banco di grande taglia. Ciascun
adattatore ospita un sensore di accelerazione/temperatura SKF CMS 2200T connesso a un sistema di
acquisizione LMS Scadas III. Per una descrizione di maggior dettaglio del banco prova si rimanda ai
lavori [35,42].

radial actuators

flex joint shaft bearing

7
A

\ air-oil pumps

(d)
Figura 5. Attivita sperimentale: (a) banco prova cuscinetti industriali [42]; (b) componenti interni al
banco prova [42]; (¢) smontaggio cuscinetto; (d) danneggiamento su pista interna (IR).
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La sperimentazione ¢ stata effettuata analizzando i campioni vibrazionali estratti dal banco prova
oggetto di studio. In particolare, ¢ stato testato il cuscinetto orientabile a rulli SKF 22240 CCK/W33. 11
cuscinetto ha un diametro interno di 200 mm con conicita di 1:12 e un diametro esterno di 360 mm. La
Fig. 5(c) mostra il sistema cuscinetto in fase di disassemblaggio. Il cuscinetto ¢ stato testato nella
condizione di funzionamento normale ¢ nella condizione di danneggiamento sulla pista interna (IR). Il
difetto localizzato ¢ stato introdotto mediante lavorazione meccanica e ha un diametro di 2 mm e una
profondita di 0.5 mm (Fig. 5(d)). La Tabella 1 riporta le condizioni di prova e le caratteristiche di
estrazione del segnale accelerometrico. Il modello generativo ¢ stato allenato utilizzando la condizione
di lavoro a 877 rpm. Di converso, i dati relativi alle condizioni di lavoro a 607 rpm ¢ a 997 rpm non
sono stati impiegati per allenare il modello cycleGAN.

Tabella 1. Condizioni di prova per cuscinetto SKF 22240 CCK/W33.

Carico radiale (kN) 124.8
Velocita di rotazione (rpm) 607, 877, 997
Tempo (s) 30
Frequenza di campionamento f; (Hz) 20480
Overlap campioni 0.7
Durata campioni (s) 0.8
Campioni per segnale 250

3.2. Simulazione del segnale vibrazionale di cuscinetti danneggiati

Per la simulazione del comportamento vibrazionale di cuscinetti volventi con difetti localizzati ci si €
avvalsi del modello analitico di McFadden e Smith [46]-[48]. Il modello ¢ ben consolidato in letteratura,
nonostante sia uno dei primi tentativi volti a replicare il comportamento di cuscinetti difettati. Recenti
studi [49] hanno evidenziato che una modellistica piu avanzata, che per esempio contempli analisi agli
elementi finiti tridimensionali ¢ fenomeni di meccanica del contatto, fornisce informazioni aggiuntive
in merito alle interazioni tra i componenti del sistema cuscinetto; tuttavia il comportamento generale del
sistema rimane ben rappresentato dal modello di McFadden e Smith.

In questo lavoro, ¢ stato impiegato questo modello in quanto esso non include diverse informazioni
relative al sistema meccanico in esame. Per esempio, il modello non tiene conto delle interazioni
inerziali tra corpi volventi, lubrificante e piste, né del comportamento elasto-idrodinamico del
lubrificante. Ai fini di questo studio, tali mancanze costituiscono un vantaggio poiché consentono di
valutare la capacita del modello generativo di incorporare tutte le informazioni mancanti nel modello
simulato, specialmente nel caso specifico in cui la complessita del modello simulato sia notevolmente
ridotta.

Il modello ¢ riassunto nelle Eq. da (5) a (8), dove la risposta all’impulso h(t) viene ottenuta a partire
dal parametro di decadimento = 500 Hz e dalla risonanza strutturale fs e = 1700 Hz; d(t) ¢ la
funzione pettine di Dirac, che contiene un treno di impulsi spaziati del reciproco della frequenza
caratteristica del difetto fyerece. Per il danno IR praticato sul cuscinetto in esame si considera
faefect = 10.824 - f,., dove f; ¢ la frequenza di rotazione della macchina. Qy, € il carico agente sul corpo
volvente ubicato alla posizione angolare 1) e noto dalla formulazione di Harris [50], € ¢ il fattore di
distribuzione del carico. L’operatore di convoluzione ¢ rappresentato dal simbolo *, fiot0r € la
frequenza caratteristica del motore asincrono pari a 6f¢qt0r> dOVE foraror € l1a frequenza statorica di
alimentazione. | parametri 8, fsruce, A1 € A, sono stati scelti utilizzando valori di primo tentativo. Il
contributo di questi parametri verra corretto dall’algoritmo generativo, che apprendera come alterare i
dati simulati per renderli coerenti con la realta sperimentale.

h(t) = e Ftsin 2 fserycet) ©)

d(t) = Y 8 —kT), T =1/faegect (©)
k
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Qll) = Qmax [1 - 1_+:(lpi)]?' Y <Y <Py )
s(t) = [Q¢d(t)] * h(t) + Ay sin(2rf,t) + A, sin(2utfrorort) (8)

3.3. Trattamento del segnale e allenamento del modello generativo cycleGAN

I segnali simulati e quelli sperimentali sono stati pre-processati per evidenziare la presenza del
danneggiamento nel contenuto armonico. In particolare, le 250 coppie di campioni estratte dai segnali
(Tabella 1) sono state normalizzate rispetto al valore medio e alla varianza di ciascun campione. Il
processo di normalizzazione ¢ attuato affinché i segnali simulati e reali siano descrivibili su scale
compatibili. In seguito, i segnali sono stati filtrati nella banda 1400-2800 Hz ed ¢ stato estratto
I’inviluppo env(t) [51]. Infine, ¢ stata applicata la trasformata CWT riportata nell’Eq. (9), dove
I’operatore 1" () rappresenta il complesso coniugato della wavelet Morse ¢ a e b rappresentano
rispettivamente il fattore di scala e di traslazione della trasformata wavelet. Le immagini risultanti sono
ottenute mediante I’operazione W2 (a; b), che permette di accentuare la traccia del passaggio del corpo
volvente dal difetto all’interno dello spettro CWT.

La Fig. 6(a) presenta un esempio di spettro CWT relativo a un segnale simulato a 877 rpm, mentre la
Fig. 6(b) mostra il corrispondente segnale sperimentale. Le 250 coppie di immagini sono state utilizzate
per allenare un modello cycleGAN implementato in ambiente Matlab®. Il modello ¢ stato allenato per
9 h 26 min avvalendosi di una GPU NVIDIA® T4 disponibile su HPC in cloud commerciale Amazon®
AWS. Una volta allenato il modello, quest’ultimo ¢ stato impiegato per generare immagini a partire da
dati simulati. La Fig. 6(c) mostra un esempio di segnale generato per la condizione a 877 rpm. Si
evidenziano marcate similitudini rispetto al segnale reale (Fig. 6(b)).

W(a; b) = % TJ env(t)yp* <¥) dt 9

(a) (b) ()
Figura 6. Trasformata CWT @ 877 rpm: (a) modello numerico; (b) segnale sperimentale; (c)
immagine generata mediante cycleGAN.

La Fig. 6 ¢ indicativa delle capacita del modello generativo di produrre dati sintetici per condizioni di
lavoro per le quali I’algoritmo ¢ stato allenato. Questa competenza puo rivelarsi preziosa per ampliare i
dati per una condizione operativa per la quale siano gia disponibili dei dati di danneggiamento,
permettendo cosi di bilanciare eventuali disparita nei set di dati. Ciononostante, alcune condizioni
operative, per esempio relative a differenti velocita di rotazione, potrebbero non essere disponibili
dall’attivita sperimentale. Sarebbe pertanto auspicabile che il modello generativo fosse in grado di
generare anche alcune di queste condizioni.
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Con questo proposito, ¢ stato impiegato il modello cycleGAN per generare i dati CWT associati alle
velocita di rotazione di 607 rpm ¢ 997 rpm. La scelta di variare le condizioni operative in termini di
diverse velocita di rotazione ¢ stata presa con 1’obiettivo di mettere alla prova 1’algoritmo generativo,
richiedendo di generare contenuti in frequenza che non fossero mai stati previamente riscontrati. Al
contrario, la selezione di un carico diverso per la stessa velocita di rotazione di 877 rpm non influirebbe
sulle frequenze caratteristiche del difetto, le quali sono determinate intrinsecamente da fattori
cinematici. Ad ogni modo, le velocita 607 rpm e 997 rpm sono selezionate in prossimita della velocita
di addestramento di 877 rpm, in modo che la banda di demodulazione compresa tra 1400 Hz e 2800 Hz
conservi ancora rilevanza nell’identificare il danno nel segnale demodulato. Anche in questi casi, le Fig.
7 e 8 rivelano marcate similitudini tra segnali reali e segnali generati.

(a) (b) ()
Figura 7. Trasformata CWT @ 607 rpm: (a) modello numerico; (b) segnale sperimentale; (c)
immagine generata mediante cycleGAN.

(a) (b) (c)
Figura 8. Trasformata CWT @ 997 rpm: (a) modello numerico; (b) segnale sperimentale; (c)
immagine generata mediante cycleGAN.

3.4. Validazione della metodologia generativa

La metodologia di generazione di dati sintetici proposta in questo lavoro ¢ stata validata mediante
1’utilizzo della metrica Maximum Mean Discrepancy (MMD) [52] e attraverso una metodologia di TL
appositamente predisposta.

La MMD ¢ una misura non-parametrica della distanza tra due distribuzioni di probabilita. Dati due set

didatiX = {x;}} eV = {yf}yzf la stima empirica della MMD ¢ definita dall’Eq. (10), dove ¢ () ¢l
kernel caratteristico della funzione di mappatura non-lineare. Nel caso in analisi ¢ stato adottato un
kernel con funzione radiale di base (RBF) [53].

Nel contesto di questo studio, la metrica della MMD ¢ stata utilizzata per valutare la distanza tra le

distribuzioni di probabilita relative a dati simulati, dati reali e dati sintetici. Questo permette di
quantificare la similitudine che emerge qualitativamente (Fig. 6, 7 ¢ 8) tra i dati reali e quelli sintetici.
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Di conseguenza, un valore di MMD inferiore indica una maggiore “similitudine” tra le distribuzioni, il
che puo suggerire che i dati sintetici possono essere validi sostituti dei dati reali.

Nella Tabella 2 sono riportati i valori di MMD calcolati per le varie condizioni operative. Si osserva che
i dati generati tramite 1’'uso di cycleGAN presentano una maggiore somiglianza con i dati reali rispetto
a quelli simulati. Questa affermazione ¢ valida sia per la condizione di addestramento esplicita
dell'algoritmo generativo, sia per due diverse condizioni operative.

13 1w i
MMD?(X,¥) = |23 $() = 3. > () (10)

N £ M £

i=1 j=1

Tabella 2. MMD per differenti condizioni operative.
Distribuzioni dati Velocita [rpm]
607 877 997
Reali—Simulati 0.187 0.218 0.202
Reali—Generati 0.106 0.069 0.073

Al fine di valutare se i dati sintetici possano essere effettivamente utilizzati come surrogati dei dati reali,
sono stati condotti esperimenti di addestramento su tre differenti modelli diagnostici mediante
I’approccio del TL [34]-[36]. In particolare, le reti neurali convoluzionali AlexNet [54], VGG16 [55] ¢
ResNetl8 [56], originariamente pre-allenate per il riconoscimento di immagini [57], sono state
addestrate mediante fine-tuning. Cido implica che gli strati iniziali e intermedi responsabili
dell’estrazione delle caratteristiche discriminanti delle immagini sono rimasti invariati, mentre lo strato
finale ¢ stato sostituito e i relativi pesi sono stati riaddestrati per I’ obiettivo diagnostico specifico. Questo
approccio consente di capitalizzare la conoscenza pregressa di tali modelli nel riconoscimento delle
immagini su un ampio dataset come ImageNet [57] e di applicare questa conoscenza generale in un
contesto specifico come la diagnosi dei macchinari mediante riconoscimento delle immagini in tempo-
frequenza.

Ogni modello ¢ stato sottoposto a test utilizzando esclusivamente dati provenienti dal banco prova, ma
¢ stato addestrato in tre diverse configurazioni: nel primo caso i dati di danneggiamento utilizzati per
I’addestramento sono reali, nel secondo caso i dati di danneggiamento per I’addestramento sono stati
simulati e infine, nel terzo caso, i dati di danneggiamento per I’addestramento sono stati generati in
modo sintetico attraverso il modello generativo cycleGAN.

I modelli sono stati addestrati e valutati utilizzando 900 campioni di addestramento (150 campioni per
ogni velocita e 2 condizioni di salute), rappresentanti il 60% del dataset, insieme a 300 campioni di
validazione (50 campioni per ogni velocita e 2 condizioni di salute), pari al 20% del totale, e infine 300
campioni di test (50 campioni per ogni velocita e 2 condizioni di salute).

4. RISULTATI E DISCUSSIONE

Le analisi sono state condotte considerando le metriche di accuratezza e tasso di recupero dei test
diagnostici. L’accuratezza ¢ riportata nell’Eq. (11), mentre ’Eq. (12) formalizza il tasso di recupero.
Nelle equazioni, VP indica il numero di veri positivi, corrispondenti ai dati di danneggiamento IR
identificati correttamente come tali, VN ¢ il numero di veri negativi, cio¢ dati di stati di integrita
diagnosticati correttamente, FP ¢ il numero di falsi positivi, ovvero dati normali erroncamente
classificati come danneggiati ¢ FN ¢ il numero di falsi negativi, indicando i dati danneggiati
erroneamente classificati come normali. Pertanto, il tasso di recupero fornisce una misura di quanti dei
campioni di danneggiamento siano identificati come tali dal modello di diagnosi.

) t _ VP +VN (h
ceuratezza = o UN T FP 4 FN

vp (12)

R =
ecupero VP + FN
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I risultati di test ottenuti su dati reali per i tre modelli diagnostici sono mostrati in Fig. 9. La figura
illustra le prestazioni nei casi di addestramento con dati di danneggiamento reali (indicati in rosso),
simulati (in blu) e sintetici (in verde), espressi come media e deviazione standard ottenute da cinque test.
Emerge che tutti i modelli dimostrano ottime prestazioni quando addestrati con dati reali, mentre
falliscono nell’individuare il danneggiamento (Fig. 9(b)) quando addestrati con dati simulati. Un
risultato particolarmente interessante, tuttavia, ¢ che per due dei modelli impiegati, ovvero AlexNet e
VGG16, le metriche di diagnosi tornano a mostrare valori significativi quando addestrati con dati
sintetici. Le metriche ottenute utilizzando i dati sintetici per 1’allenamento sono comparabili con quelle
ottenute utilizzando dati reali. Cio suggerisce che i dati sintetici possano effettivamente fungere da validi
sostituti dei dati reali nell’addestramento degli algoritmi di diagnosi. La Fig. 9(c) illustra i tempi di
elaborazione richiesti per 1’addestramento. Si osserva che il modello AlexNet si distingue per le
prestazioni migliori, mentre non emergono significative differenze tra i dataset reali, simulati o sintetici.
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Figura 9. Risultati di test per differenti modelli diagnostici su dati reali, simulati e sintetici: (a)
accuratezza; (b) recupero; (¢) tempi di calcolo.
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5. CONCLUSIONI

Questo studio mira a generare dati sintetici che possano sostituire dati reali relativi a danneggiamenti di
macchinari rotanti per 1’addestramento di algoritmi di diagnosi. A questo scopo, ¢ stata impiegata una
rete neurale generativa cycleGAN per convertire immagini wavelet appartenenti a segnali simulati nei
loro equivalenti reali e riscontrabili sperimentalmente. La validita di questa metodologia generativa ¢
stata confermata tramite 1’impiego della metrica MMD.

Successivamente, sono stati addestrati diversi modelli diagnostici attraverso la tecnica del TL,
utilizzando dati di danneggiamento reali, simulati o sintetici. In seguito, i modelli di diagnosi sono stati
testati su dati reali ottenuti da un’apposita sperimentazione condotta su di un banco prova contenente
cuscinetti industriali di media taglia. Si pud concludere che:

e le reti cycleGAN sono architetture efficaci per generare dati sintetici sotto forma di immagini
CWT che possono ampliare o sostituire i dati di danneggiamento di macchine rotanti;

e i dati sintetici presentano una maggiore somiglianza con i dati reali rispetto ai risultati di un
modello di simulazione. Questo enunciato ¢ applicabile sia per le condizioni operative della
macchina per cui I’algoritmo generativo ¢ stato esplicitamente addestrato sia per condizioni
diverse, grazie alla presenza della coerenza ciclica nel modello generativo;

e i dati sintetici si rivelano idonei all’addestramento di algoritmi di diagnosi, che dimostrano una
notevole accuratezza quando testati su dati reali effettivamente ottenuti dal macchinario rotante.

I futuri sviluppi della ricerca prevedono I’esplorazione di diverse condizioni di carico radiale e assiale,
nonché varie tipologie di difetti sui macchinari. In aggiunta, si intende condurre un’analisi piu
approfondita utilizzando modelli di simulazione piu dettagliati. Sara anche importante condurre ulteriori
studi per comprendere le ragioni per cui il modello ResNet18 non si dimostra efficace quando addestrato
con dati sintetici. Infine, si prevede di investigare i limiti entro cui € possibile generare dati relativi a
condizioni operative per le quali il modello generativo non sia stato specificamente addestrato.
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